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 บทคัดยอ 
 

บทความนี้นําเสนอการใช Neural Networks ในการพยากรณผลิตภาพการผลิตของกระบวนการ
ผลิตช้ินสวนฮารดดิสกไดรฟ โดย Neural Networks ที่ใชคือ Multilayer Perceptrons ซึ่งทําการปรับคา
น้ําหนักโดยใช Backpropagation Algorithm   Neural Networks จํานวน 8 ตัวไดถูกพัฒนาขึ้น โดยใช
หลักการของ Mixture of Local Experts ซึ่ง Networks ทั้ง 7 ตัวจะทําหนาที่เปน Local Experts ของแตละ
สถานีงานยอยในระบบการผลิตเพ่ือที่จะทําการพยากรณประสิทธิ์ภาพหรือจํานวนชิ้นสวนที่ผลิตไดในแต
ละสถานีงานนั้นๆ และ Network ตัวที่ 8 จะเปน Gating Network ซึ่งจะรวบรวมขอมูลจาก Network ยอย
มาเพ่ือทําการพยากรณผลิตภาพการผลิตทั้งระบบตอไป ผลการทดลองแสดงใหเห็นวา Neural Networks 

ที่สรางข้ึนมีความสามารถในการพยากรณในระดับที่ยอมรับได บทความนี้ยังแสดงการนําเอาวิธี Noise 

Injection มาใชรวมกับ วิธี Cross-validation Stop Training ในการสราง Neural Networks ซึ่งผลการ
ทดลองชี้ใหเห็นวาวิธีดังกลาวชวยเพ่ิมความสามารถในการพยากรณใหแก Neural Networks ได 

 
คําสําคัญ :  โครงขายประสาทเทยีม, การพยากรณผลิตภาพการผลิต, Mixture of Local Experts 
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ABSTRACT 
  
  

This paper presents a yield prediction method for a hard disk drive manufacturing process 
using artificial neural networks.  The networks presented are multilayer perceptrons trained by the 
backpropagation algorithm.  Eight networks are used to predict the yield based on the concept of 
Mixture of Local Expert.  Seven of them act as a local expert and predict yields of each work station 
in the whole process.  The eighth network serves as a gating network which combines and executes 
information from each local network and then makes a prediction.  The experimental results suggest 
that the networks built have a fair forecast capability.  This paper also uses the Noise Injection 
approach in conjunction with the cross-validation stop training method to build a neural network.  The 
experiment shows that such approaches help to improve yield prediction capability. 
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บทนํา 
ในปจจุบันผลิตภาพการผลิต (Yield) ของกระบวนการผลิตฮารดดิสกไดรฟมีความไมแนนอน

สูง ซึ่งสงผลใหกระบวนการมีตนทุนที่สูงขึ้น ผลผลิตไมเปนไปตามเปาหมาย และอุตสาหกรรมขาด
ความสามารถในการตอบสนองความตองการของลูกคา   ความไมแนนอนดังกลาว อาจสืบเนื่องมาจาก 
คุณภาพของวัตถุดิบที่ใช ซึ่งมาจากซัพพลายเออรผูสงวัตถุดิบที่แตกตางกัน และอาจเกิดจากเครื่องจักร
ในกระบวนการผลิตที่มีประสิทธิภาพและประสิทธิผลต่ํา  ดังนั้นการพยากรณผลิตภาพการผลิตจึงมีความ
จําเปนตอการผลิตฮารดดิสกไดรฟ การพยากรณจะชวยในการวางแผนการผลิตใหไดผลผลิตเปนไปตาม
เปาหมาย ลดงานที่อยูในระหวางกระบวนการผลิต ลดของเสียพรอมกับลดงานที่ตองนํากลับมาทําใหม 
ลดตนทุนในการผลิต และเพ่ิมความสามารถในการนําสงสินคาไดทันเวลา   

บทความนี้จึงนําเสนอรูปแบบการพยากรณผลิตภาพการผลิตของกระบวนการผลิตฮารดดิสก
ไดรฟโดยใชโครงขายประสาทเทียม (Neural Networks)  ขอดีของการใช Neural Networks คือ 
สามารถจัดการกับขอมูลที่มีความสัมพันธแบบไมเปนเสนตรงไดซึ่งเปนคุณลักษณะโดยทั่วไปของรูปแบบ
การพยากรณ ในที่นี้ Neural Networks จะทําหนาที่เสมือนเปน Simulator ที่เลียนแบบกระบวนการผลิต
ฮารดดิสกไดรฟ ซึ่งหาก Neural Networks สามารถเลียนแบบกระบวนการผลิตฮารดดิสกไดรฟไดอยาง
สมบูรณ การนําเอา Neural Networks ไปใชในการพยากรณก็จะมีความแมนยํา  และเนื่องจาก
ความสามารถในการประมวลผลขอมูลและคํานวณไดอยางรวดเร็ว  Neural Networks จึงเหมาะที่จะใช
ในการพยากรณผลิตภาพการผลิตมากกวาการใชวิธีจําลองเหตุการณจากกระบวนการ (Process 
Simulation)   

อยางไรก็ตาม เนื่องจากคุณลักษณะของอุตสาหกรรมฮารดดิสกไดรฟที่มี Product Life Cycle 

ที่ส้ัน จึงทําใหขอมูลที่ใชในการสราง Neural Networks ไมเพียงพอและอาจสงผลใหเกิด Overfitting
1 

บทความนี้จึงไดนําเอาวิธี Noise Injection (Raviv and Intrator, 1996) มาใชรวมกับวิธี Cross-

validation Stop Training (Hine, 1997) เพ่ือใชในการสราง Neural Networks เพ่ือหลีกเล่ียงการเกิด 
Overfitting   

ดังนั้นวัตถุประสงคของงานวิจัยมีดังตอไปนี้  1) เพ่ือทําการศึกษาดูวามีความเปนไปไดหรือไมที่
จะนําเอา Neural Networks ไปใชในการพยากรณผลิตภาพการผลิตของกระบวนการผลิตฮารดดิสก
ไดรฟ  2) เพ่ือหารูปแบบ Network Architecture ที่เหมาะสมสําหรับการพยากรณผลิตภาพการผลิต และ 
3) เพ่ือศึกษาดูวาวิธี Noise Injection และวิธี Cross-validation Stop Training สามารถเพิม่
ความสามารถในการพยากรณผลิตภาพการผลิตไดหรือไม 

สําหรับการพยากรณผลิตภาพการผลิตโดยใช Neural Networks นั้นยังคงเปนเรื่องที่ใหม
สําหรับอุตสาหกรรมฮารดดิสกไดรฟ อยางไรก็ตามจากการรวบรวมจากบทความที่เกี่ยวของนั้น ไดมีการ

                                                 
1 Overfitting คือเหตุการณที่ Neural Networks เรียนรูขอมูลไดดีเกินไปในระหวางกระบวนการ Training แตทําขอผิดพลาด
อยางมากในระหวางกระบวนการ Test 
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นําเอา Neural Networks ไปใชในการพยากรณผลิตภาพการผลิต ซึ่งสามารถยกตัวอยางไดดังนี้: การ
พยากรณ ผลิตภาพการผลิตของปริมาณน้ํามันในหลุมขุดเจาะ (Olajide et al., 2007) การพยากรณผลิต
ภาพการผลิตน้ํานมที่ผลิตได (Sharma et al., 2006 and Grzesiak et al., 2006) การพยากรณ
ความสามารถของตนสมในการออกผล (Ye et al., 2006)  การพยากรณผลิตผลจากขาวโพดและถั่ว
เหลือง (Kaul et al., 2005) และการพยากรณผลิตภาพการผลิตจากกระบวนการ Surface Mount 

Technology (SMT) ในการผลิตแผน PCB (Vellore et al., 2002) บทความที่กลาวมาทั้งหมดใช Neural 

Networks แบบ Multilayer Perceptrons ซึ่งทําการปรับคาน้ําหนักโดย Backpropagation Algorithm  

แตในบทความของ Vellore el al. (2002) ไดมีการใช Radial Basis Neural Networks ควบคูไปดวย 
อยางไรก็ตาม ผลการทดลองไดชี้ใหเห็นวา Backpropagation Neural Networks มีประสิทธิภาพการ
ทํางานที่ดีกวา 

 
ภาพรวมของกระบวนการผลิตฮารดดิสกไดรฟ 

 แผนภาพการผลิตฮารดดิสกไดรฟแสดงในรูปที่ 1  ในรูปนี้ สถานี ULD คือสถานีงานที่ทําการ
ประกอบชิ้นสวนฮารดดิสกไดรฟ สวนสถานี Pretest, Functional Test, และ Final Test เปนสถานีที่ทํา
การทดสอบคุณภาพของฮารดดิสกไดรฟ ในแตละขั้นตอนการผลิตนั้น หากชิ้นสวนใดไมผานการทดสอบ
ที่สถานีหนึ่งๆ ชิ้นสวนนั้นก็จะถูกทําการ Retest และหากยังทดสอบไมผานอีกครั้ง ชิ้นสวนนั้นก็จะถูก
สงไปผานกระบวนการ Rework โดยกลับไปท่ีสถานี ULD อีกครั้ง 

แผนภาพกระบวนการผลิตดังกลาว ชี้ใหเห็นวาขั้นตอนในการผลิตฮารดดิสกไดรฟคอนขาง
ซับซอนและเปนการยากที่จะพยากรณคาผลิตภาพการผลิต ซึ่งนิยามจากอัตราสวนระหวางจํานวน
ฮารดดิสกไดรฟที่ ส่ังผลิตและปอนเขาไปในกระบวนการผลิตตอจํานวนฮารดดิสกไดรฟท่ีผาน
กระบวนการประกอบและผานการตรวจสอบคุณภาพที่สถานีงานตางๆ ณ เวลาหนึ่งๆ  
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รูปที่ 1 กระบวนการผลิตฮารดดิสกไดรฟ 

 
รูปแบบการพยากรณ โดยใชโครงขายประสาทเทียม  

 
โครงขายประสาทเทียม (Neural Networks) คือ ระบบประมวลผล และคํานวณขอมูล ซึ่ง

ทํางานเลียนแบบระบบประสาท เมื่อเปรียบเทียบกับสมองมนุษย Neural Networks สามารถที่จะ
ประมวลผล เรียนรู และจดจําขอมูลได เนื่องจากมีความเร็วในการประมวลผลและประสิทธิภาพในการ
เรียนรูขอมูล Neural Networks จึงถูกฝก (Train) ในการทํางานที่ยากได โครงขายประสาทเทียมมีการใช
งานอยางกวางขวาง เชนใน Signal Processing ระบบควบคุม งานทางการแพทย การพยากรณ งานทาง
อุตสาหกรรม และธุรกิจ เปนตน (สําหรับรายละเอียดเพ่ิมเติมเกี่ยวกับ Neural Networks ผูอานสามารถ
อานเพิ่มเติมไดใน Haykins (1994) 

 
 
 
 
 
 
 
 

 



ดนัยพงศ เชษฐโชติศักดิ์ และกริชชนะ  คันธน ู470 

 
ตารางที่ 1 รูปแบบการพยากรณของกระบวนการผลิตฮารดดิสก 

 
ในบทความนี้ไดนํา Neural Networks มาใชในการสรางแบบจําลองสายการผลิตฮารดดิสก

ไดรฟเพ่ือใชในการพยากรณผลิตภาพในการผลิตของสายการผลิตดังกลาว โดยไดใช Neural Networks 

ประเภท Multilayer Perceptrons ซึ่งทําการปรับคาน้ําหนักโดย Backpropagation Algorithm 
(Rumelhart et al., 1996) ในที่นี้ Neural Networks ที่ใชในการพยากรณผลิตภาพการผลิตชิ้นสวน
ฮารดดิสกไดรฟมีทั้งหมด 8  ตัว ซึ่งมีรูปแบบดังตารางที่ 1 และจากตารางที่ 1 สัญลักษณที่ใชในตารางมี
ความหมายดังตอไปนี้ 

n  = ดัชนีของขอมูล 
)(tyi  = ผลิตภาพการผลิตของสถานีงาน i , 4,...,1=i  ณ เวลา t  
)(8 ty  = ผลิตภาพการผลิตกระบวนการผลิตฮารดดิสกไดรฟ ณ เวลา t  
)(1 tO  = จํานวนชิ้นสวนฮารดดิสกไดรฟที่ส่ังผลิตในสถานีงานที่ 1 ณ เวลา t   
)(tOi  = จํานวนชิ้นสวนฮารดดิสกไดรฟที่ผลิตไดในสถานีงานที่ i  , 4,3,2=i  ณ เวลา 

t  
t  = แสดง ณ จุดของเวลา t  ในปจจุบันมีหนวยเปนวัน 

1−t  = แสดง ณ จุดของเวลาในอดีตยอนหลัง 1 คาบเวลามีหนวยเปนวัน 
1−t  

 
= แสดง ณ จุดของเวลาในอดีตยอนหลัง 2 คาบเวลามีหนวยเปนวัน 

รูปแบบการพยากรณขางตน มีลักษณะการทํางานคลายกับรูปแบบของ Mixture of Local 

Experts (Jacob et al., 1991)  โดยที่ Neural Networks 1-7 จะทําหนาที่เปน Local Experts ซึ่งทําการ
พยากรณ Outputs ของแตละสถานีงานที่รับผิดชอบ ในขณะที่ Neural Network 8 ทําหนาที่เปน Gating 

Network ซึ่งจะทําการรวมสัญญาณของ Networks ทุกตัวแลวทําการประมวลผลเพื่อทําการพยากรณ
ผลิตภาพการผลิตของกระบวนการตอไป 
                                                 
2จํานวน Hidden Units ไดกําหนดขึ้นจากการทดลองซึ่งจะกลาวในหัวขอถัดไป 

  

Input 

 

Output 

จํานวน Hidden 

Units2 

Neural Network 1 n , )(1 ty , )1(1 −ty , )2(1 −ty  )1(1 +ty  5 

Neural Network 2 n , )(2 ty , )1(2 −ty , )2(2 −ty  )1(2 +ty  5 

Neural Network 3 )(1 tO  )(2 tO  3 
Neural Network 4 n , )(3 ty , )1(3 −ty , )2(3 −ty  )1(3 +ty  5 

Neural Network 5 )(2 tO  )(3 tO  5 

Neural Network 6 n , )(4 ty , )1(4 −ty , )2(4 −ty  )1(4 +ty  5 

Neural Network 7 )(3 tO  )(4 tO  3 

Neural Network 8 )1(1 +ty , )1(2 +ty , )(2 tO , )1(3 +ty , 

)(3 tO , )1(4 +ty , )(4 tO  

)1(8 +ty  10 
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การทดลอง 
 ขอมูลการผลิตชิ้นสวนฮารดดิสกไดรฟ3ในชวงเดือนมิถุนายน-พฤศจิกายน 2549 ไดถูกรวบรวม
และใชในการสราง Neural Networks อยางไรก็ตามขอมูลที่มีอยูนั้นมีจํานวนจํากัด ทั้งนี้เนื่องจาก
คุณลักษณะเฉพาะของอุตสาหกรรมฮารดดิสกไดรฟ กลาวคือ อุตสาหกรรมนี้มี Product Life Cycle ที่ส้ัน 
ทําใหชวงระยะเวลาในการผลิตและการขายมีระยะเวลาที่ส้ันจึงทําใหขอมูลที่ใชในการสราง Neural 

Networks มีจํานวนจํากัด 

 ในบทความนี้ Neural Networks ไดสรางขึ้นโดยวิธี Train and Test ซึ่งเรียกอีกอยางหนึ่งวาวิธี 
Data Splitting เนื่องจากเปนวิธีที่งายและเหมาะแกงานวิจัยเบ้ืองตน ในที่นี้ขอมูลที่ใชในการสราง Neural 

Networks แตละตัว (ตามตารางที่ 1) จะถูกแยกเปน 2 สวนคือ สวนที่ใชในการฝก (Training Set) และ 
สวนที่ใชในการทดสอบ (Test Set)  ขอมูล Training Set เปนขอมูลที่ใชในการกําหนดน้ําหนัก
ความสัมพันธระหวาง Inputs และ Outputs ของ Neural Networks ในขณะที่ขอมูลของ Test Set เปน
ขอมูลที่ใชในการทดสอบความสามารถในการพยากรณผลิตภาพการผลิตหรือที่เรียกอีกอยางหนึ่งวา 
Generalization Capability  โดยที่อัตราสวนเปนรอยละระหวางจํานวนขอมูลใน Training Set และ Test 

Set ไดกําหนดไวที่ 70:30   

 Neural Networks แตละตัวสรางขึ้นมี Architectures ดังนี้: Learning Rule: Ext DBD, 

Activation Function = TanH, Learning Cycles = 50,000 โดยในแตละ Networks จะทําการทดลอง
เพ่ือเลือกจํานวน Hidden Units ที่เหมาะสม ซึ่งจะทําการทดลองใชจํานวน Hidden Unit ต้ังแต 3 ขึ้นไป 
หากจํานวน Hidden Units ที่ใชใหคาความผิดพลาด (Errors) ที่ยอมรับได จึงทําการเลือกจํานวน 
Hidden Units และ Network Architectures ชุดดังกลาว  
 

ผลการทดลองเพื่อเลือก Network Architectures ไดแสดงในตารางที่ 1 และคา Errors ที่
เกิดขึ้นแสดงในตารางที่ 2 โดยที่คา Errors คํานวณในรูปของ Mean Absolute Percentage Error 

(MAPE) ซึ่งใชสูตรการคํานวณดังนี้ 

                         MAPE = 100//1
1

×⎟
⎟
⎠

⎞
⎜
⎜
⎝

⎛
∑
=

n

i
ii Den                                             (1) 

โดยที่ iii DPe −= , iP = คา Output ของ Neural Networks และ iD = คาเปาหมายจริงที่ Neural 

Networks ตองการพยากรณ 
 
 
 
 
 
 
 

                                                 
3 ในบทความนี้จะไมเปดเผยชื่อหรือประเภทของผลิตภัณฑ 
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MAPE (%) 
  Training Set Test Set 

Neural Network 1 0.16 0.08 
Neural Network 2 0.14 0.69 
Neural Network 3 4.16 2.21 
Neural Network 4 0.25 0.37 
Neural Network 5 4.43 4.36 
Neural Network 6 0.02 2.20 
Neural Network 7 9.61 5.59 
Neural Network 8 0.54 10.98 

 
ตารางที่ 2 ผลการทดลอง เพ่ือเลือก Network Architectures 

 
ตัวแปรการทดลอง ระดับ 
Learning Cycles 1) 50,000 

2) 250,000 
3) 500,000 
4) Cross-validation Stop Training  

ระดับของ Noise4 1) =σ 5% 
2) =σ 10% 
3) =σ 15% 

 
ตารางที่ 3 การออกแบบการทดลองเพื่อหาคา Learning Cycles และ ระดับของ Noise 

 
 จากผลการทดลองในตารางที่ 2 จะเห็นไดวา Neural Network 8 ซึ่งเปน Gating Network ที่จะ
ทําการพยากรณผลิตภาพการผลิตนั้นมีคา Error คอนขางสูง จึงไดมีการทดลองตอไปเพ่ือที่จะหาทางลด
คา Error ดังกลาว  ในงานวิจัยนี้จึงไดนําเอาวิธี Noise Injection (Raviv and Intrator, 1996) มาใชใน
การฝก Neural Networks กลาวคือวิธีนี้จะทําการเพิ่ม Noise เขาไปใน Training Data เพ่ือทําให Neural 

Networks เรียนรูความสัมพันธระหวาง Inputs และ Outputs และหลีกเล่ียงการเกิด Overfitting โดย 
Noise (η ) ที่ใชมีการแจกแจงแบบ Normal และ ),0(~ ση N  ตารางที่ 3 แสดงการออกแบบการ
ทดลองเพื่อหาจํานวน Learning Cycles และ ระดับของ Noise ที่เหมาะสม ในการทดลองนี้นอกจากจะ
กําหนดคา Learning Cycles ใหมีคาคงที่ต้ังแต 50,000 จนถึง 500,000 แลวนั้น ยังมีการใชวิธี Cross-

validation Stop Training (Hine, 1997) ในการกําหนดจํานวน Training Cycles โดยวิธีนี้จะทําการฝก 
Neural Networks ไปจนกระทั่งคา Error จาก Test Set มีคาทีสู่งกวา Error ใน Training Set จึงหยุด
กระบวนการฝกทั้งนี้เพ่ือปองกันการเกิด Overfitting  
 
 
 
 

                                                 
4 คา σ กําหนดในรูปของรอยละของคาเฉลี่ยของ Input แตละตัวใน Neural Networks 
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ผลการทดลองและอภิปราย 
 รูปที่ 2 แสดงผลการทดลองเพื่อหาคา Learning Cycles และระดับของ Noise ที่เหมาะสม จาก
ผลดังกลาวสังเกตไดวา เมื่อ Learning Cycles มีคามากขึ้น คา Errors ของ Neural Networks มีแนวโนม
เพ่ิมขึ้น ซึ่งชี้ใหเห็นวา Neural Networks เรียนรูขอมูลจาก Training Set ไดดีเกินไปจนเกิด Overfitting 

และรูปที่ 2 ยังแสดงใหเห็นวาการ Train Neural Networks โดยใชวิธี Cross-validation Stop Training 

ใหคา Errors ที่ตํ่ากวาการกําหนดคา Learning Cycles ที่คาคงที่หนึ่งๆ อีกดวย  ทั้งนี้ผลการทดลอง
ดังกลาวเปนการยืนยันวา วิธี Cross-validation Stop Training สามารถปองกันการเกิด Overfitting ไดดี
ในระดับหนึ่ง 
 
 

4
5
6
7
8

9
10
11
12

50,000 250,000 500,000 C.V.

Learning Cycles

M
AP

E(
%

)

0%

5%

10%

15%

 
รูปที่ 2 ผลการทดลอง 

 
นอกจากนั้นไดมีการคนพบจากการทดลองวา ปริมาณของ Noise ที่เพ่ิมเขาไปใน Training Set 

มีผลทําใหคา Errors ลดลง ในที่นี้หากไมมีการเพิ่ม Noise (0%) คา Errors ของ Neural Networks มีคา
คอนขางสูง แตเมื่อเพ่ิม Noise เขาไป คา Errors มีแนวโนมลดลง เหตุที่เปนเชนนี้สามารถอธิบายไดวา 
ปริมาณ Noise ที่เพ่ิมเขาไปใน Training Set เปนการทําให Neural Networks เรียนรู General 

Relations ระหวาง Inputs และ Outputs และหลีกเล่ียงไมให Neural Networks จดจําขอมูลจนทําใหเกิด 
Overfitting จากการทดลองนี้ ปริมาณ Noise ที่เหมาะสมคือ 5% และควรใชวิธี Cross-validation Stop 

Training ในการ Train Neural Networks  รูปที่ 3 แสดงผลการพยากรณผลิตภาพการผลิต (จาก Test 

Set) ซึ่งเปนการแสดงความสามารถของ Neural Network ที่สรางขึ้นในการพยากรณผลิตภาพการผลิตที่
จะเกิดขึ้นในอนาคต และเปนการใหความเชื่อมั่นวา Neural Networks ที่สรางขึ้นสามารถใชในการ
พยากรณผลิตภาพการผลิตของชิ้นสวนฮารดดิสกไดรฟและนําผลการพยากรณไปวางแผนการผลิตได 
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รูปที่ 3 ผลการพยากรณผลิตภาพการผลิต (จาก Test Set) 

 
 อยางไรก็ตามวิธี Data Splitting และ Cross-validation Stop Training ที่ใชในการสราง Neural 

Networks ในบทความนี้ ไมใชวิธีที่ดีที่สุดสําหรับกรณีที่มีจํานวนขอมูลจํากัด ผูเขียนจึงแนะนําวาสําหรับ
งานวิจัยในอนาคตนาจะมีการนําเอาวิธีที่ใชในการสราง Neural Networks ที่เหมาะสมกวาในกรณีที่มี
ขอมูลจํานวนจํากัด เชน วิธี Bootstrap หรือ Group Cross Validation ซึ่งวิธีเหลานี้ไดมีการทดลองให
เห็นแลววาเปนวิธีที่มีเหมาะแกการใชสราง Neural Networks มากกวาวิธี Data Splitting (Twomey and 

Smith, 1996; Lam, 1999; และ Siriphala, 2000)  นอกจากนั้น Radial Basis Function Neural 

Networks นาจะนํามาใชในการพยากรณเปรียบเทียบกับ Backpropagation Neural Networks อยางไรก็
ตามยังไมการยืนยันจากงานวิจัยใดๆ วา Neural Networks ทั้งสอง ประเภทใดมีประสิทธิภาพในการ
ทํางานภายใตจํานวนขอมูลที่จํากัดมากกวากัน 

 
บทสรุป 

 บทความนี้ไดนําเสนอรูปแบบการพยากรณผลิตภาพการผลิตของกระบวนการผลิตชิ้นสวน
ฮารดดิสกไดรฟโดยใชโครงขายประสาทเทียม (Neural Networks) ประเภท Multilayer Perceptrons ซึ่ง
ปรับคาน้ําหนักโดย Backpropagation Algorithm ในที่นี้ Neural Networks ที่สรางขึ้นใชหลักการของ 
Mixture of Local Experts ในการสรางรูปแบบการพยากรณ โดยที่ Neural Networks 7 ตัวจะทําหนาที่
พยากรณประสิทธิ์ภาพหรือจํานวนชิ้นสวนที่ผลิตไดในแตละสถานีงาน และ Neural Network ตัวที่ 8 จะ
ทําหนาที่เปน Gating Network เพ่ือทําการรวมขอมูลของ Networks ยอยแตละตัวและทําการพยากรณ
ผลิตภาพการผลิตตอไป ผลการทดลองแสดงใหเห็นวา มีความเปนไปไดที่จะนําเอา Neural Networks 

ไปใชในการพยากรณผลิตภาพการผลิต โดยที่ Neural Networks ที่สรางขึ้น ใหคาความผิดพลาดจาก
การทํานายเฉลี่ยไมเกินรอยละ 7 นอกจากนั้นบทความนี้ยังไดนําเสนอวิธีในการสราง Neural Networks 
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โดยใชวิธี Cross-validation Stop Training รวมกับวิธี Noise Injection ซึ่งผลการทดลองชี้ใหเห็นวาทั้ง
สองวิธีดังกลาวสามารถลดผลกระทบจากการเกิด Overfitting ไดในระดับหนึ่ง 
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