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บทคัดยอ 

ในงานวิจัยนี้จะประมาณความเขมรังสีดวงอาทิตยในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงดวยวิธีโครงขายประสาทเทียม 

(ANN) โดยใชขอมูลปริมาณเมฆที่คํานวณจากภาพถายสภาพทองฟาดวยวิธีการโครงขายประสาทแบบคอนโวลูชัน (CNN) และมุมเซนิธ

ของดวงอาทิตย ขอมูลทั้งหมดไดจากขอมูลการวัดใน 4 ภูมิภาคหลักของประเทศไทย ไดแกภาคเหนือท่ีศูนยอุตุนิยมวิทยาภาคเหนือ

จังหวัดเชียงใหม ภาคตะวันออกเฉียงเหนือที่ศูนยอุตุนิยมวิทยาภาคตะวันออกเฉียงเหนือจังหวัดอุบลราชธานี ภาคกลางท่ีภาควิชาฟสิกส 

คณะวิทยาศาสตร มหาวิทยาลัยศิลปากร จังหวัดนครปฐม และภาคใต ที่ศูนยอุตุนิยมวิทยาภาคใตฝงตะวันออก จังหวัดสงขลา จากนั้น

นําขอมูลดังกลาวมาสรางแบบจําลองดวยวิธีโครงขายประสาทเทียม ในสวนขอมูลการทดสอบแบบจําลองจะใชขอมูลภาคตะวันออกที่

มหาวิทยาลัยบูรพา วิทยาเขตสระแกว ดังนั้นขอมูลการสรางและทดสอบแบบจําลองจึงไมมีความเก่ียวของกันแตประการใด ในการสราง

แบบจําลองสําหรับคํานวณปริมาณเมฆจากวิธีโครงขายประสาทเทียมแบบคอนโวโลชัน พบวาแบบจําลองใหคาความแมนยําในการ

เรียนรู (learning rate) สูงถึงประมาณ 87% และเมื่อนําขอมูลปริมาณเมฆที่ไดจากแบบจําลองและมุมเซนิธของดวงอาทิตยมาทดสอบ

แบบจําลองสําหรับประมาณความเขมรังสีดวงอาทิตยในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงดวยวิธีโครงขายประสาทเทียม พบวา

วิธีการคํานวณปริมาณเมฆโดยวิธีการโครงขายประสาทเทียมแบบคอนโวลูชันใหผลดีทีสุ่ดมคีาสัมประสิทธิ์สหสัมพันธ (R2) เทากับ 0.80 

คา RMSE เทากับ 19.3% และคา MBE เทากับ 1.18% 
 

ABSTRACT 

In this study, the photosynthetically active radiation was estimated by using the artificial neural network 

(ANN) method based on the cloud index data which was calculated from sky view images by using convolutional 

neural network (CNN) method and zenith angle. All data in this study was collected from 4 main regions of Thailand 

including the northern region, Chiang Mai Meteorological Station, the north-eastern region, Ubon Ratchathani 

Meteorological Station, the central region, Department of Physics Faculty of Science Silpakorn University Nakhon 
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Pathom, and the southern region, Meteorological Station in the south, east coast, Songkhla Province. The data was 

then created a model by using the ANN method. For the model testing, the data from the eastern region, Burapha 

University, Sakaeo Campus, was used. Therefore, the data for model construction and testing were not actually 

related. In the model construction for calculating of the cloud index, it was found that the accuracy of the model 

in learning rate was approximately of 87%. The could index and zenith angle data were then tested for the model 

in estimation of photosynthetic active radiation by using ANN method. The results showed that the cloud index 

calculation method by using CNN was the best method with the R2 of 0.80, the root square mean error (RMSE) of 

19.3 %, and the mean bias error (MBE) of 1.18 %. 
 

คําสําคัญ: ความยาวคลื่นที่พืชใชสังเคราะหแสง  โครงขายประสาทเทียม  ภาพถายทองฟา 

Keywords: Photosynthetically active radiation, Artificial neural network, Sky view 
 

บทนํา 

Photosynthetically Active Radiation หรือ PAR คือความเขมรังสีดวงอาทิตยท่ีพืชสามารถนําพลังงานหรืออนุภาคโฟตอน

เหลานี้ไปใชในกระบวนการสังเคราะหแสง ซึ่งอยูในชวงความยาวคลื่นระหวาง 400-700 นาโนเมตร โดยปริมาณของ PAR จะบอกในรูป 

Photosynthetic Photon Flux Density ในหนวย µmol•m-2s-1 โดย 1 µmol•m-2s-1 จะหมายถึงจํานวนโฟตอนของแสงในชวงความ

ยาวคลื่นดังกลาวจํานวน 6.022 x 1017 โฟตอนที่ตกกระทบพื้นที่ 1 ตารางเมตรใน 1 วินาท ี(McCree, 1966) PAR จึงเปนขอมูลพ้ืนฐาน

ในการนําไปใชประโยชนทางเกษตรกรรม (Caya et al., 2018) และเปนขอมูลพื้นฐานที่สําคัญทางอุตุนิยมวิทยา (Tao et al., 2018) 

เพ่ือใชศึกษาปรากฏการณตาง ๆ เชนปรากฏการณกาซเรือนกระจกในบรรยากาศโลก เนื่องจากการสังเคราะหแสงของพืชจําเปนจะตอง

ใชกาซคารบอนไดออกไซดซึ่งเปนกาซเรือนกระจก (greenhouse gas) (Tkemaladze and Makhashvili, 2016) กลาวไดวา PAR เปน

ขอมูลพื้นฐานที่สําคัญของการศึกษาสภาวะการเปลี่ยนแปลงระบบบรรยากาศของโลก (climate change) (Frouin and Murakami, 

2007) ซึ่งเปนกลไกสําคัญในการศึกษาสภาวะโลกรอน (global warming) แตปริมาณ PAR จําเปนตองใชเครื่องมือวัดปริมาณโฟตอนที่

เรียกวาโฟตอนเซนเซอร (photon sensor) และเก็บขอมูลดวยเครื่องบันทึกขอมูล data logger ซึ่งเปนเครื่องมือที่มีราคาสูง 

ดังนั้นผูวิจัยจึงพัฒนาแบบจําลองเพื่อคํานวณปริมาณ PAR ดวยขอมูลพ้ืนฐานที่สามารถเขาถึงไดงายโดยนําเอาปญญาประดษิฐ

ซึ ่งเปนเทคโนโลยีที ่เขามามีบทบาทในชีวิตประจําวัน (Sumaya et al., 2021) มาชวยในการคํานวณ วิธีการประมวลผลของ

ปญญาประดิษฐเปนการใชวิธีการเลียนแบบโครงขายประสาทของมนุษยซึ่งมีการเรียนรูและสามารถเพิ่มประสิทธิภาพการเรียนรูจาก

ขอมูลที่เพิ่มมากขึ้นผานการเรียนรูดวยตนเองและเชื่อมโยงขอมูลที่ซับซอน (deep learning) ได ผูวิจัยไดพัฒนาแบบจําลองสําหรับ

คํานวณปริมาณ PAR โดยใชปญญาประดิษฐที่เรียกวาโครงขายประสาทเทียมแบบคอนโวลูชัน convolutional neural network 

(CNN) มาคํานวณปริมาณเมฆโดยใชภาพถายทองฟาเปนขอมูลอินพตุ จากนั้นนําเอาขอมูลปริมาณเมฆทีไ่ดและตําแหนงของดวงอาทิตย

มาเปนขอมูลอินพุตของแบบจําลองสําหรับคํานวณ PAR ดวยโครงขายประสาทเทียมแบบหลายชั ้น (artificial neural network 

method, ANN) 
 

วิธีดําเนินการวิจัย 

งานวิจัยนี้ผูวิจัยจะทําการพัฒนาแบบจําลองดวยวิธีโครงขายประสาทเทียมสําหรับคํานวณหาคา PAR โดยใชขอมูลตําแหนง

ดวงอาทิตยและสภาพทองฟาที ่แบงระดับหรือดัชนีเมฆดวยวิธีโครงขายประสาทเทียมแบบคอนโวลูชัน ขอมูลที่ใชในการพัฒนา

แบบจําลองไดจากสถานีวัดในภูมิภาคตาง ๆ ของประเทศไทยจากนั้นจะทําการทดสอบสมรรถนะของแบบจําลอง ขอมูลความเขมรงัสี

ดวงอาทิตยจากสถานีวัดตามภูมิภาคตาง ๆ 5 แหงมีรายละเอียดดังรูปที่ 1 ประกอบดวย ภาคเหนือ ที่ศูนยอุตุนิยมวิทยาภาคเหนือ 

จังหวัดเชียงใหม (18.78º N, 98.98º E) ภาคตะวันออกเฉียงเหนือ ที่ศูนยอุตุนิยมวิทยาภาคตะวันออกเฉียงเหนือ จังหวัดอุบลราชธานี 
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(15.25º N, 104.87º E) ภาคกลาง ที่คณะวิทยาศาสตร มหาวิทยาลัยศิลปากร จังหวัดนครปฐม (13.82º N, 100.04º E) ภาคใต ที่ศูนย

อุตุนิยมวิทยาภาคใตฝงตะวันออก จังหวัดสงขลา (7.2º N, 100.6º E) และ ภาคตะวันออกที่มหาวิทยาลัยบูรพา วิทยาเขตสระแกว 

จังหวัดสระแกว (13.7º N, 102.3º E) 
 

 
รูปที่ 1 สถานีติดตั้งเครื่องมือวดัทั้ง 5 แหง 

 

ตําแหนงที่ตั้งของสถานีวัดทั้ง 5 แหงติดตั้งเครื่องมือที่ชื ่อวา Photon sensor สําหรับเก็บขอมูล PAR และเครื่องมือบันทึก

ขอมูลสภาพทองฟาหรือ sky view สําหรับเก็บขอมูลภาพถายทองฟาใน 4 สถานีแรก และใชกลอง CCD สําหรับเก็บขอมูลภาพถาย

ทองฟาสําหรับสถานีวัดมหาวิทยาลัยบูรพา วิทยาเขตสระแกว ตัวอยางเครื่องมือดังกลาวแสดงดงัรูปที่ 2 
 

        
 

รูปที่ 2 (ก) Photon sensor สถานีวัดทีม่หาวิทยาลัยบูรพา วิทยาเขตสระแกว (ข) เครื่องบันทึกขอมูลภาพถายทองฟา Sky view สถานี

วัดทีม่หาวิทยาลัยศิลปากร จังหวัดนครปฐม 
 

1. มุมเซนิธของดวงอาทิตย (Zenith Angle) 

เมื่อรังสีดวงอาทิตยเคลื่อนที่ผานชั้นบรรยากาศมายังพื้นผิวโลกจะถูกดูดกลืน (absorption) และกระเจิง (scattering) โดย

องคประกอบตาง ๆ ในชั้นบรรยากาศไดแก โมเลกุลของอากาศ ไอนํ้า และฝุนละออง (Iqbal, 1983) เปนเหตุใหปริมาณรังสีดวงอาทิตย

ที่สงผานยังพ้ืนโลกลดลง ทั้งน้ีการลดลงจะมากหรือนอยข้ึนกับชนิดและปริมาณของอนุภาคนั้น ๆ  นอกจากองคประกอบของบรรยากาศ

แลวยังข้ึนกับทางเดินของรังสีดวงอาทิตย (path length) อีกดวย เนื่องจากทางเดินของรังสีดวงอาทิตยท่ีเพ่ิมขึ้นจะเพ่ิมการกระเจิงรังสี

ดวงอาทิตย ซึ่งมีผลตอรังสีในชวงความยาวคลื่นสั้นและจะเพิ่มการดูดกลืนรังสีดวงอาทิตย ซึ่งมีผลตอรังสีในชวงรังสีคลื่นยาว ดังนั้น

ทางเดินของรังสีดวงอาทิตยจึงมีอิทธิพลที่สําคัญตอความเขม PAR ทางเดินของรังสีดวงอาทิตยสามารถคํานวณไดจากมุมเซนิธของดวง

อาทิตย วิธีวัดมุมเซนิธจะวัดจากเสนตั้งฉากบนพื้นราบไปยังตําแหนงของดวงอาทิตยซึ่งสัมพันธกับมุมเงยของดวงอาทิตยท่ีเปนมุม

 ข .    ก .   
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ระหวางเสนตรงที่เชื่อมตอจุดสังเกตไปยังดวงอาทิตยกับระนาบขอบฟา (horizontal plane) ดังรูปที่ 3 ดังนั้นเราสามารถคํานวณมุม 

เซนิธจากมุมเงยของดวงอาทิตยดวยสมการดังตอไปนี ้

 
รูปที่ 3 แสดงมุมเงยของดวงอาทิตย (αୱ) 

 

sinαୱ  = sinδsinϕ + cosδcosϕcosω       (1) 

 เมื่อ αୱ คือมุมเงยของดวงอาทิตย (องศา) ω คือมุมชั่วโมง (องศา) ϕ คือตําแหนงละติจูด (องศา) และ δ คือเดคลิเนชัน (องศา) 

โดยมุมเดคลิเนชันและมุมช่ัวโมงสามารถคํานวณไดจากสมการที่ (2) และ (3) 

δ = (0.006918 − 0.399912cosΓ + 0.070257sinΓ −  0.006758cos2Γ + 0.000907sin2Γ  
    − 0.006758cos2Γ + 0.000907sin2Γ − 0.002697cos3Γ + 0.00148sin3Γ)(180/π)  (2) 

โดยท่ี      Γ = 2π(d୬ − 1)/365 

 เมื่อ Γ คือมุมวัน (day angle) (เรเดียน) δ คือมุมเดคลิเนชันของดวงอาทิตย (องศา) และ d୬ คือวันในรอบป, d୬ = 1 สําหรับ

วันท่ี 1 มกราคม 

ω = 15(12 − ST)      (3) 

 เมื่อ ω มุมช่ัวโมง (องศา) และ ST คือเวลาดวงอาทิตย (ชั่วโมง : นาท)ี 

โดยท่ี      ST = LST + 4(Lୱ − L୪୭ୡ) + E୲ 

เมื่อ LST คือ เวลามาตรฐานทองถ่ิน (ชั่วโมง : นาท)ี Lୱ คือเสนลองจิจูดมาตรฐาน (องศา) และ ST คือเสนลองจิจูดมาตรฐาน 

(องศา) 

 ดังน้ันเราสามารถหามุมเซนิธของดวงอาทิตยไดจาก 

      θ୞ = 90° −  αୱ      (4) 
 

2. การบันทึกขอมูล 

โฟตอนเซนเซอรเปนอุปกรณที่เก็บขอมูลความเขมรังสีดวงอาทิตยในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงในขณะใด ๆ 

และบันทึกขอมูลเฉลี ่ยทุก ๆ 10 นาทีในรูปของความตางศักยไฟฟาในอุปกรณบันทึกขอมูล (datalogger) หลังจากนั้นจะแปลง

สัญญาณไฟฟาดังกลาวกลับมาอยูในรูปความเขมรังสีดวงอาทิตยในรูปของฟลักซโฟตอนตอพื้นที่ในหนวย (µmol·m-2s-1) สําหรบัขอมูล

ภาพถายทองฟาจะเก็บขอมูลโดยการถายรูปสภาพทองฟาทุก ๆ 10 นาที ขอมูลที ่ไดจะเปนสภาพทองฟาในรูปแบบตาง ๆ ซึ่ง

เปลี่ยนแปลงไปตามเวลาและมีความสัมพันธกับปริมาณ PAR รูปที่ 4(ก)  4(ข) และ 4(ค) แสดงตัวอยางสภาพทองฟาแบบปราศจากเมฆ 

(Clear) แบบมีเมฆบางสวน (Partly Cloudy) และ แบบมีเมฆเต็มทองฟา (Overcast) ตามลําดับ จากขอมูลทั้งหมดที่ไดจะนําขอมูล

ดังกลาวมาใชในการประมาณคาของ PAR ดวยโครงขายประสาทเทียมแบบหลายชั้น 
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รูปที่ 4 สภาพทองฟา (ก) ปราศจากเมฆ (ข) มีเมฆบางสวน (ค) มีเมฆเต็มทองฟา 
 

3. ดัชนีเมฆโดยใชโครงขายประสาทแบบคอนโวลูชัน (Convolutional Neural Network, CNN) 

โครงขายประสาทแบบคอนโวลูชันเปนโครงขายประสาทเทียมในกลุมวิธีการคนหาคําตอบที่เหมาะสมที่สุด (Optimizations) 

โดยไดรับแรงบันดาลใจจากสิ่งมีชีวิต (Bio-inspired) โดยที่ CNN จะจําลองการมองเห็นของมนุษยที่มองพ้ืนที่เปนสวนท่ียอย ๆ จากนั้น

นํากลุมของพ้ืนที่ยอย ๆ เหลานั้นมาผสานกันเพ่ือสกัดลักษณะเดน (Feature extraction) ของภาพ และเรียกวาเปน “Local feature” 

ของภาพนั้น ๆ คา Local feature ของภาพที่ตรวจจับไดนั้นถือเปนสวนหนึ่งของโครงขายประสาทเทียม (Artificial neural networks, 

ANN) ที ่จะถูกปรับไปพรอม ๆ กับตัวที ่ใชในการแบงแยกประเภท (Classifier) ดังนั้นเมื่อทําการสอนใหโครงขายทําการเรียนรู 

(Training) เสร็จสิ ้นแลวจะไดลักษณะของโครงขายประสาทเทียมที ่สามารถสกัดและจําแนกลักษณะเดน (Feature extractor) ที่

เหมาะสมกับงาน ซึ่งถือวาเปนจุดเดนของ CNN ซึ่งจัดเปนการเรียนรูเชิงลึก (Deep learning) การเรียนรูเชิงลึกนั้นมีการใชโครงขาย 

ANN ที่มีชั้นซอน (Hidden layers) แบบหลายชั้น เพื่อเพิ่มศักยภาพและความสามารถในการคิดที่มากกวาปกติทําใหสามารถคํานวณ

โจทยปญหาซับซอนได สามารถใช เทคนิคตาง ๆ ไดมากขึ้นและที่สําคัญที่สุดคือ CNN สามารถทําการคิดอยางเปนขั้นเปนตอนไดซึ่ง

สามารถลอกเลียนแบบการทํางานของสมองมนุษยไดดีขึ้น (Kim et al., 2016) ตัวอยางสถาปตยกรรมของโครงขายประสาทแบบ CNN 

แสดงในรูปที่ 5 (Mathworks, 2019) จากรูปที่ 5 แสดงสถาปตยกรรมของโครงขายประสาทแบบคอนโวลูชันแสดงใหเห็น Neural 

networks (NN) ที่มีหลายเลเยอร (Layers) รูปแบบของโครงขายถูกสรางเพ่ิมความสามารถในการสกัดเอาลักษณะเดน (Features) ที่มี

ความซับซอนมากยิ่งข้ึนจากขอมูล 

 
รูปที่ 5 สถาปตยกรรมของโครงขายประสาทแบบคอนโวลูชัน (Mathworks, 2019) 

 

ขั้นตอนการเรียนรูของโครงขายประสาทเทียมแบบคอนโวลูชัน ที่ไดนํามาประยุกตใชในการระบุสภาพทองฟาหรือดัชนีเมฆ

สามารถสรุปไดดังนี ้

1. ทําการจัดเตรียมฐานขอมูลสําหรับการเรียนรูใหกับโครงขายประสาทเทียมแบบคอนโวลูชัน ซึ่งเปน ขอมูลภาพที่ไมผานการ

ปรับแตงใด ๆ (Natural images) ประมาณ 60,000 รูปจากขอมูลภาพถายทองฟาของ 4 สถานีวัดไดแก เชียงใหม อุบลราชธานี 

นครปฐม และสงขลา 

2. ทําการกําหนดจํานวนกลุมภาพยอยขนาดเล็ก (Mini-batch) สําหรับการเรียนรูในแตละรอบของ โครงขายประสาทเทียม 

และกําหนดขนาดพิกเซลของภาพเพื่อใชในการดึงหรือสกัดลักษณะเดนขอมูลภาพสําหรับ ใชในการเรียนรู ซึ่งโดยทั่วไปจะใชกลุมภาพ

ยอยขนาดเล็กเทากับ 64 กลุม  

3. กําหนดจํานวนช้ัน (Layers) ของโครงขายประสาทเทียมแบบคอนโวลูชัน ผูวจิัยไดกําหนดจํานวนชั้น ของโครงขาย และใช

การคํานวณคอนโวลูชันแบบ 2 มิติ (2-D convolution layer) โดยแสดงรายละเอียดดังรูปที่ 6 

 ก .    ข .    ค .   
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4. ทําการกําหนดตัวเลือก (Options) ในการเรียนรูของโครงขายประสาทเทียมแบบคอนโวลูชัน วิธีการหาคาที่เหมาะที่สุด 

(Optimization) มีหลายวิธี ในงานนี ้ผู วิจัยเลือกใช Stochastic gradient descent with momentum (SGDM) ในตอนเริ ่มตนได

กําหนดอัตรา การเรียนรู (Learning rate) ใหมีคาเริ่มตนเทากับ 0.1 และลดลงเปนจํานวนเทาของ 10 ในทุก ๆ รอบของการคํานวณ 

(Epochs)  

5. เมื่อทําการตั้งคาการเรียนรูใหโครงขายประสาทเทียมแบบคอนโวลูชันตามเงื่อนไขที่ไดกลาวถึงขางตน เรียบรอยแลว 

สามารถทําการรันโปรแกรมเพื่อใหโครงขาย CNN ดังกลาวทําการเรียนรูโดยใชฐานขอมูลภาพ จํานวน 60,000 ภาพ เมื่อไดทําการ

เรียนรูเสร็จแลว เราสามารถนําผลลัพธจากการเรียนรู ไปใชงานโดยไมตองทําการเรียนรูอีกนอกจากจะมีการเปลี่ยนแปลงฐานขอมูล

รูปภาพที่ใชในการเรียนรู ผลการเรียนรูของโครงขาย CNN ที่รอบของการเรียนรู (Epoch) เทากับ 100 นอกจากนี้ผูวิจัยยังนําเอาวิธี  

K-Means และMask R-CNN มารวมทดสอบเพ่ือเปรียบเทียบประสิทธิภาพกับโครงขาย CNN 
 

 
รูปที่ 6 สถาปตยกรรมของโครงขายประสาทเทียมแบบคอนโวลูชัน 11 ชั้นสําหรับการจําแนกสภาพทองฟาประกอบดวย 9 ชั้นของ  

3 × 3 คอนโวลูชันกับ 64 กลุม และ 2 ชั้นของ 1 × 1 คอนโวลูชันกับ 3 กลุม และดําเนินการแบบไมเชิงเสนดวย ReLU 

จากนั้นจัดกลุมเอาตพุตดวยความนาจะเปนตอพิกเซลสําหรับแตละคลาสโดยมรีายละเอียดเดียวกันกับอินพุต 
 

4. โครงขายประสาทเทียม 

ผ ู ว ิจ ัยจะใชโครงข ายประสาทเทียมแบบหลายช ั ้น (multi-layer perceptron) และใชการเร ียนร ู แบบแพร กลับ 

(backpropagation algorithm) ในการสรางแบบจําลองเพื่อคํานวณคา PAR รายชั่วโมงดวยขอมูลดัชนีเมฆ (n) ที่ไดจากของโครงขาย

ประสาทเทียมแบบคอนโวลูชัน และมุมเซนิธของดวงอาทิตย (θ୸) เปนอินพุทท่ีใหปอนกับโครงขายประสาทเทียมที่ใชสําหรับคํานวณคา 

PAR รายชั่วโมงโดยจะใชแบบ 2:3:2:1 แสดงดังรูปที่ 7 

 
รูปที่ 7 โครงสรางของโครงขายประสาทเทียมที่ใชสําหรับคํานวณคา PAR รายช่ัวโมง 

1. การเตรียมขอมูลฝกสอน (training pairs) และขอมูลทดสอบ (testing data) ใหกับ โครงขายประสาทเทียม ผูวิจัย

ใชขอมูลของสถานีเชียงใหม อุบลราชธานี นครปฐมและสงขลาในระยะเวลา 1 ป ชวงเวลาตั้งแตเดือน มกราคม - ธันวาคม 2010 เปน

ขอมูลฝกสอน โดยขอมูลที่ตองเตรียมไดแก ดัชนีเมฆ (n) มุมเซนิธของดวงอาทิตย (θ୸) และคา PAR รายชั่วโมง หลังจากเตรียมขอมูล

เรียบรอยแลว ขั้นตอไปคือการฝกสอนโครงขายประสาทเทียม 
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 2. การฝกสอนโครงขายประสาทเทียม ผูวิจัยจะทําการฝกสอนโครงขายประสาทเทียมในทุกสภาพทองฟาโดยใชโปรแกรม

ภาษาไพทอนและการเรียนรูแบบแพรกลับ (backpropagation algorithm) ซึ่งมีข้ันตอนการฝกสอนดังนี ้

 1) ปอนชุดขอมูลอินพุทและเอาทพุท (training) ที่สอดคลองกับอินพุทนั้น ๆ ใหกับ โครงขายประสาทเทียมทําการฝกสอน 

2) ทําการคํานวณเอาทพุท และเปรียบเทียบคาที่ไดกับเอาทพุททีต่องการ 

3) ปรับเปลี่ยนคานํ้าหนัก โดยใช delta rule (Basheer and Hajmeer, 2000) เพื่อใหคาความคลาดเคลื่อน (error) มีคา

นอยที่สุด ปอนขอมูลอินพุทและเอาตพุทใหกับโครงขายประสาทเทียมและทําซํ้าชุดขอมูลเดิม จนกระทั่งคา error มีคาที่สามารถ

ยอมรับได 
 

ผลการวิจัยและวิจารณผล 

 ความเขมรังสีดวงอาทิตยในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงจะขึ้นกับเสนทางเดินของดวงอาทิตย (Janjai et al., 

2015) และสิ่งสําคัญอยางหนึ่งก็คือปริมาณเมฆ ซึ่งสงผลอยางมากกับการลดทอนความเขมรังสีดวงทิตย เมฆประกอบดวยนํ้าเปนสวน

ใหญโดยมีสถานะทั้งของแข็ง และของเหลว ซึ่งมีผลตอการดูดกลืนและการกระเจิงแสง ที่ผานมาการสรางแบบจําลองเพ่ือการประมาณ

ความเขมรังสีดวงอาทิตยในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงสวนใหญใชขอมูลที่มีผลตอการเปลี่ยนแปลงความเขมรังสีดวง

อาทิตยตั้งแตแสงอาทิตยเริ่มตนสองผานเขามายังชั้นบรรยากาศโลกไดแก โมเลกุลในบรรยากาศซึ่งประกอบดวย กาซตาง ๆ ไอนํ้า 

โอโซน ฝุนละออง ซึ่งขอมูลบางอยางอาจเขาถึงไดยากเนื่องจากเปนขอมูลเฉพาะกลุมและมีการแปรผลท่ีซับซอน ในงานวิจัยนีจ้ะใชการ

สรางแบบจําลองอยางงายโดยใชขอมูลพื้นฐานไดแกตําแหนงของดวงอาทิตยที่แปรตามเวลาในรอบวันซึ่งคํานวณไดจากมุมเซนิธของ

ดวงอาทิตย และขอมูลปริมาณเมฆที่คํานวณไดจากภาพถายทองฟา จากนั้นทําการเปรียบเทียบระหวางขอมูลความเขมรังสีดวงอาทิตย

ในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงที่ไดจากแบบจําลองโครงขายประสาทเทียมเปรียบเทียบกับขอมูลที่ไดจากการวัด ขอมูล

อินพุทไดแก มุมเซนิธของดวงอาทิตย (θZ) ที่คํานวณไดจากสมการที่ 4 และปริมาณเมฆ (cloud index) ที่ไดจากการคํานวณดวย

โครงขายประสาทเทียมแบบคอนโวลูชัน ซึ่งการคํานวณจะเริ่มตนดวยการแบงสวนภาพเปนซึ่งขั้นตอนสําคัญในการประมวลผลภาพ

และสิ่งที่อยูในภาพ การแบงสวนภาพจะทําหนาที่เปนการประมวลผลลวงหนากอนการจดจํารูปแบบการแยกคุณลักษณะและการบีบ

อัดภาพ การแบงสวนภาพคือการจําแนกภาพออกเปนกลุมตาง ๆ มีการวิจัยหลายประเภทในดานการแบงสวนภาพโดยใชการจัดกลุมซึง่

มีวิธีการที่แตกตางกันหลายวิธี ในงานวิจัยนี้จะใชวิธี โครงขายประสาทเทียมแบบ CNN  Mask-RCNN3 และ K-Means ทั้ง 3 วิธี เปน

โครงขายประสาทเทียมที่มีวัตถุประสงคเพ่ือแกปญหาการแบงสวนอินสแตนซในการเรียนรูของเครื่องหรือการมองเห็นดวยคอมพิวเตอร 

กลาวอีกนัยหนึ่งก็คือสามารถแยกวัตถุตาง ๆ ในรูปภาพหรือวิดีโอได จากการนําเอาทั้ง 3 วิธีมาคํานวณหาปริมาณเมฆผลที่ไดในความ

แมนยําในการสรางและทดสอบแบบจําลองแสดงดังตารางที่ 1 
 

ตารางที่ 1 แสดงผลความแมนในสรางและทดสอบแบบจําลอง 

Method 

Cloud index ANN-Prediction 

Accuracy of 

Validation (%) 

accuracy of 

training (%) 
Loss of validation (%) 

Loss of 

training (%) 
R2 RMSE (%) MBE (%) 

Mask R-CNN 82 83 39 37 77 20.9 -0.42 

K-Means 79 81 40 38 79 21.2 -0.38 

CNN 85 87 36 35 80 19.3 1.18 
 

จากตารางที่ 1 แสดงคาการทดสอบตาง ๆ ของแบบจําลองไดแก ความถูกตองแมนยําของการฝกสอนแบบจําลอง (accuracy 

of training) ความถูกตองการทดสอบแบบจําลอง (Accuracy of Validation) คาการสูญเสียความถูกตองการทดสอบ (Loss of 

validation) คาความสูญเสียความแมนยําของการฝกสอนแบบจําลอง (Loss of training) คาเหลานี้แสดงถึงความถูกตองและแมนยําใน

การสรางและทดสอบแบบจําลองเพ่ือหาคาปริมาณเมฆ จากตารางแสดงใหเห็นวาทั้ง 3 วิธี มีคาใกลเคียงกันโดยโครงขายประสาทเทียม
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แบบ CNN จะใหคา Accuracy of Validation, accuracy of training, Loss of validation และ Loss of training ที่ดีที่สุดโดยมีคา 

85%, 87%, 36% และ 35% ตามลําดับ จากนั้นผูวิจัยจะใชขอมูลตั้งแตเดือนมกราคม - ธันวาคม 2018 จากสถานีวัดมหาวิทยาลัย

บูรพา วิทยาเขตสระแกว สําหรับการทดสอบแบบจําลองที่สรางข้ึน จากนั้นเปรียบเทียบผลที่ไดจากแบบจําลองและผลที่ไดจากการวดั

โดยผลดังกลาวแสดงดังรูปที่ 8 
 

 
รูปที่ 8 การเปรยีบเทียบคา PAR รายช่ัวโมงท่ีไดจากการวัดและจากการคํานวณดวย ANN 

 

จากรูปที่ 8 พบวาคา R2 แสดงความสมรูประหวางแบบจําลองกับขอมูลการวัด คา RMSE และ คา MBE คาทั้งสองนี้จะแสดง

ใหถึงความเคลื่อนระหวางแบบจําลองกับขอมูลการวัด คาที่นอยจะทําใหประสิทธิภาพแบบจําลองใหผลที่ดีเครื่องหมายลบบงบอกถึง

แบบจําลองที่ไดใหการประมาณที่ตํ่ากวาคาที่ไดจากการวัด แบบจําลอง ที่ดีที่สุดไดแก โครงขายประสาทเทียมแบบ CNN ซึ่งมีคา R2 

เทากับ 0.80 % RMSD เทากับ 19.3 % และ MBD เทากับ 1.18% 
 

สรุปผลการวิจัย 

ในงานวิจัยไดกลาวถึงการคํานวณความเขมรังสีดวงอาทิตยในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงโดยใชขอมูลมุมเซนิธของ

ดวงอาทิตยและปริมาณเมฆโดยใชปญญาประดิษฐดวยวิธีโครงขายประสาทเทียม มุมเซนิธของดวงอาทิตย คํานวณไดจาก เสนทางการ

เดินของดวงอาทิตยในรอบวัน ปริมาณเมฆ (cloud Index) จะใชวธิ ีโครงขายประสาทเทียมแบบคอนโวลูชันในการคํานวณ โดยมีอินพุท

เปนภาพถายทองฟา จาก 4 สถานีหลักไดแกศูนยอุตุนิยมวิทยาภาคเหนือจังหวัดเชียงใหม ศูนยอุตุนิยมวิทยาภาคตะวันออกเฉียงเหนือ

จังหวัดอุบลราชธานี ภาคกลางทีม่หาวิทยาลัยศิลปากรจังหวัดนครปฐม และภาคใตศูนยอุตุนิยมวิทยาภาคใต ฝงตะวันออกจังหวัดสงขลา 

ในการฝกสอนจะใชจํานวนรอบ 100 รอบในการฝกสอน ความแมนยําในการฝกสอนมีคาเทากับ 87% และนําเอาขอมูลที่ฝกสอนมาใช

คํานวณหาปริมาณเมฆของสถานีวิทยาลัยบูรพาวิทยาเขตสระแกว จากนั้นนําขอมูลเมฆที่ไดและมุมเซนิธของดวงอาทิตยมาประมาณคา

ความเขมรังสีดวงอาทิตยในชวงความยาวคลื่นที่พืชใชสังเคราะหแสงโดยวิธโีครงขายประสาทเทียม(ANN) พบวาวิธีท่ีใหคาการประมาณได

ดีที่สุดไดแกวิธี โครงขายประสาทเทียมแบบ CNN ซึ่งมีคา R2 เทากับ 0.80 RMSE เทากับ 19.3% และMBE เทากับ 19.3% ซึ่งวิธีการ

เหลานี้สามารถนําไปประยุกตใชในการคํานวณความเขมรังสีดวงอาทิตยเพื่อเปนขอมูลในการเลือกพืชใหเหมาะสมกับความเขมรังสีดวง

อาทิตยในแตละพื้นท่ีหรือใชในการประมาณผลผลิตทางการเกษตรตอไป 
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